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Resumen—Este trabajo presenta un modelo para la aplicación
de operadores de cruce con múltiples descendientes a partir 
de dos padres, seleccionando los dos mejores descendientes 
para sustituir a los padres en la nueva población. Se ha 
llevado a cabo mediante la utilización de un operador de
cruce híbrido que genera los múltiples descendientes a partir
de dos padres, utilizando un operador distinto para cada par 
de hijos, lo que se denomina Operador de Cruce Híbrido con 
Múltiples Descendientes. Este operador se centra en la
combinación de operadores de cruce paramétricos basados en
entornos que han demostrado un buen comportamiento en la 
generación de múltiples descendientes. Los resultados 
experimentales han mostrado que este operador, 2BLX0.5-
2FR0.5-2PNX3-2SBX0.01, mejora el comportamiento de los
operadores de cruce clásicos al lograr un buen equilibrio
entre diversidad y presión selectiva. En este trabajo se 
presentan los resultados obtenidos por este modelo sobre el 
conjunto de funciones de prueba desarrolladas para la sesión 
de optimización continua del CEC´05. 
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I. INTRODUCCIÓN 
Los Algoritmos Genéticos (AGs) ([22, 15]) son 

procedimientos adaptativos basados en la evolución 
natural que se pueden utilizar en los problemas de 
búsqueda y optimización. Procesan una población 
de las soluciones del espacio de búsqueda con tres 
operaciones: selección, cruce y mutación. En la 
formulación original de los AGs, las soluciones se 
han codificado usando el alfabeto binario. Sin 
embargo, se han aplicado codificaciones no binarias 
más naturales para los problemas particulares de 
aplicación. De entre ellas, destaca la codificación 
real, particularmente adecuada para problemas con 
parámetros en dominios continuos. Un cromosoma 
es un vector de números reales con un tamaño igual 
a la longitud del vector solución del problema. Los 
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AGs basados en este tipo de codificación se 
denominan AGs con codificación real (AGCRs) 
[18]. 

 
El operador de cruce es un método para 

compartir información entre cromosomas que juega 
un papel central en los AGs [11,28] ya que explota 
la información disponible de muestras previas para 
influir en futuras búsquedas. En el caso de los 
AGCRs, este operador influye decisivamente sobre 
el nivel de diversidad en la población, y por ello, es 
un factor determinante para evitar el problema de la 
convergencia prematura [4]. Esto explica que el 
principal esfuerzo en la investigación desarrollada 
para mejorar los AGCRs se centre en la propuesta y 
estudio de nuevos operadores de cruce [8, 18].  

 
 En [20] se presenta una taxonomía para 

clasificar los operadores de cruce para AGCRs. Los 
operadores se agrupan en diferentes categorías en 
base a la forma en que generan los genes de los 
hijos a partir de los genes de los padres.  
Específicamente, los operadores de cruce basados 
en entornos (OCEs) son una familia de operadores 
que actualmente reciben una especial atención. 
Estos operadores generan los genes de los 
descendientes a partir de valores tomados del 
entorno asociado a los padres mediante 
distribuciones de probabilidad, normalmente a partir 
de un intervalo cuyos extremos dependen de los 
valores de los genes de los cromosomas padre. 
Ejemplos de estos operadores son BLX-� [5, 13], 
SBX-� [7], FR-d [38] y PNX- � [3] que están 
basados en distribuciones de probabilidad uniforme, 
polinomial,  triangular y normal, respectivamente.  
El grado de diversidad de estos operadores puede 
variar dependiendo del valor del parámetro asociado 
al operador. A mayor valor del parámetro, mayor 
será la varianza (diversidad) introducida en la 
población.  

 
Cada operador de cruce dirige la búsqueda hacia 

una zona diferente del entorno de los padres. La 
calidad de los elementos de la región visitada 
depende del problema particular a resolver. 
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Diferentes operadores de cruce se comportarán de 
manera diferente con respecto a diferentes 
problemas, incluso en diferentes estados del proceso 
en el mismo problema. De esta forma, la aplicación 
simultánea de diferentes operadores de cruce sobre 
la población podría proporcionar modelos efectivos 
que serían aplicados a muchos problemas prácticos. 
De hecho, se han realizado muchos estudios para 
estudiar la sinergia producida por la combinación de 
diferentes operadores de cruce [6, 19, 24, 25, 26, 35, 
40]. En [21] se realiza un estudio de la sinergia 
derivada de la combinación de diferentes operadores 
de cruce de la taxonomía presentada en [20] que 
revela propiedades complementarias que son 
requeridas para construir un emparejamiento 
efectivo de operadores de cruce.  

 
Normalmente, el operador de cruce se aplica 

sobre parejas de padres, generando dos hijos para 
cada una de ellas, los cuales se introducen en la 
población [15]. Sin embargo, también se han 
presentado operadores de cruce con múltiples 
descendientes [39,  37, 32, 14, 17], que generan más 
de dos descendientes por cada grupo de padres. En 
este caso, un mecanismo de selección de 
descendientes limita el número de hijos que entran a 
formar parte de la nueva población. Estos 
operadores, que están inspirados en la naturaleza, 
tratan de sacar más beneficio de los padres mediante 
el muestreo de un mayor número de posibles 
soluciones resultantes de su recombinación. Todos 
los descendientes pueden crearse utilizando el 
mismo mecanismo de generación de hijos [9, 32] o 
mediante diferentes mecanismos de generación de 
descendientes [17]. En [30] se presenta un estudio 
empírico de un modelo de operadores de cruce con 
múltiples descendientes en el que, por cada dos 
padres, se generan n descendientes aplicándoles 
repetidamente el operador de cruce, BLX-�, FR o 
PNX, y seleccionando los dos mejores 
descendientes.  

 
La efectividad final del operador de cruce va a 

depender del equilibrio entre la diversidad asociada 
a los mecanismos de generación de descendientes y 
la presión selectiva derivada del mecanismo de 
selección de descendientes.  

 
En este trabajo, teniendo como base los buenos 

resultados obtenidos por el operador de cruce 
híbrido con múltiples descendientes 2BLX0.5-2FR-
0.5-2PNX3-2SBX0.01 en trabajos anteriores, se 
realiza un estudio de su comportamiento con el 
conjunto de funciones de prueba desarrolladas para 
la sesión de optimización continua del CEC´05. 

 
El trabajo queda estructurado de la siguiente 

manera: En la Sección II describimos las principales 
características de los OCEs asi como distintos 

aspectos de las técnicas de múltiples descendientes 
y de hibridación. En la Sección III se presenta el 
operador de cruce 2BLX0.5-2FR-0.5-2PNX3-
2SBX0.01. En la Sección IV se muestra el estudio 
experimental con las funciones del CEC´05. Por 
último, en la Sección V se presentan las 
conclusiones finales. 

 

II. OPERADORES DE CRUCE PARA AGCRS. 
PRELIMINARES 

A. Operadores de cruce basados en entornos 
Estos operadores generan los genes de los 

descendientes a partir de valores tomados del 
entorno asociado a los padres, , normalmente 
a partir de un intervalo [a

21 , ii cc
i,bi] cuyos extremos 

dependen de los valores de los genes de los 
cromosomas padre. Este tipo de operadores tienen 
carácter aleatorio. En la Figura 1 se observa el 
efecto de estos operadores. 

 

 
 

Fig. 1. Efecto de los OCEs 
  

Ejemplos de estos operadores son BLX-� [5, 
13], SBX-� [7], FR-d [38] y PNX-� [3] que están 
basados en distribuciones de probabilidad uniforme, 
polinomial, triangular y normal, respectivamente. 

 
Asumiendo que C1 = (c1

1,..., cn
1)  y C2 = (c1

2,..., 
cn

2)  son los dos cromosomas seleccionados para 
aplicarles el operador de cruce, describimos a 
continuación la forma en que los cuatro operadores 
anteriores generan descendientes: 

 
- BLX-�: Se generan dos hijos Hk = (h1

k
 , …, hi

k
 , 

…hn
k), k=1,2. hi

k
 es un número elegido 

aleatoriamente (uniformemente) del intervalo [Cmin 
– I�, Cmax + I�], donde:  

 
Cmax = max{ci

1 , ci
2 }, 

Cmin = min{ci
1 , ci

2 } 
I = Cmax – Cmin

 
La Figura 2 muestra el efecto de este operador. 

Fig. 2. BLX-� 
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- SBX-�: Se generan dos hijos Hk = (h1

k
 , …, hi

k
 , 

…hn
k), k=1,2, siendo hi

1= ½ [(1- �k) ci
1 + (1+ �k) ci

2] 
y hi

2= ½ [(1+ �k) ci
1 + (1- �k) ci

2]. �k (� 0) es una 
muestra de un generador de números aleatorios que 
tiene como densidad : 

 
p(�) = ½ (� + 1)��, si 0 � � � 1 

 
p(�) = ½ (� + 1)(1/��+2), si � > 1 

 
Esta distribución se puede obtener fácilmente 

mediante un número aleatorio uniforme u(0,1) por la 
transformación: 

 
�(u) = (2u)1/(�+1)  si u(0,1) � ½ 
 
�(u) = [2(1-u)]1/(�+1)  si u(0,1) > ½ 
 
  

La Figura 3 muestra el efecto de este operador. 
 
 
 
 
 
 
 
 
 

 
Fig. 3. Operador SBX- � 

 
 
- FR-d: La probabilidad de que el i-ésimo gen de 

un hijo tenga el valor vi es dada por la distribución 
p(vi) � {�(ci

1),�(ci
2)} donde �(ci

1) y �(ci
2) son 

distribuciones triangulares de probabilidad que 
tienen las siguientes características (asumiendo que 
ci

1� ci
2 y que I= | ci

1- ci
2|): 

 
Prob.
Distr.

Valor
mínimo

Valor
modal

Valor
máximo

�(ci
1) ci

1- d . I ci
1 ci

1+ d . I 
�(ci

2) ci
2- d . I ci

2 ci
2+ d . I 

 
d es el parámetro asociado al operador. La 

Figura 4 muestra el efecto de este operador 
 

 
Fig. 4. Operador FR-d 

- PNX-�: Primero se selecciona uno de los 
padres aleatoriamente (consideremos, por ejemplo, 
C1). La probabilidad de que el i-ésimo gen de un 
hijo tenga el valor vi es dada por: 

 
p(vi) = N [ci

1,(| ci
1- ci

2|)/ �] 
 

donde N(μ,�) es un número aleatorio obtenido de 
una distribución Gaussiana con media μ y 
desviación estándar �, y � es el parámetro del 
operador. La Figura 5 muestra el efecto de este 
operador. 

 

 
Fig. 5. Operador PNX-� 

 
Con  SBX, FR y PNX cada gen del hijo se 

genera en el vecindario del correspondiente gen de 
uno de los padres. En cambio, BLX no muestra esta 
clara preferencia hacia zonas cercanas a los padres. 
Todos ellos muestran dos importantes 
características: 

         a                c      i
1
i

                  2
ic                     b   i

- En su definición incluyen un parámetro que 
determina la extensión asociada con las 
distribuciones de probabilidad utilizadas 
para generar los hijos. El grado de 
diversidad inducido por estos operadores se 
puede ajustar variando el valor de estos 
parámetros. 

 
- Definen una distribución de probabilidad 

de los hijos basada en la distancia de los 
padres. Si los padres están muy cerca el 
uno del otro, los hijos generados podrían 
distribuirse densamente alrededor de los 
padres. En cambio, si los padres están 
alejados entre sí, los hijos apenas se 
distribuirán a su alrededor. 

 

B. Múltiples descendientes 
 
Una de las formas en las que el operador de 

cruce proporciona diversidad es mediante la 
generación de múltiples descendientes [30]. 
Evidentemente, cuanto más grande sea el número de 
descendientes mayor será la exploración que se haga 
del espacio de búsqueda, ya que las posibles 
soluciones aumentarán pudiendo estar localizadas 
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en cualquier zona de dicho espacio.  Este aumento 
de la exploración es el que favorece la diversidad. 

 
Por otra parte, el hecho de generar múltiples 

descendientes conlleva la utilización de algún 
mecanismo de selección que determine cuales de 
esos descendientes pasarán a formar parte de la 
nueva población. Este mecanismo de selección lleva 
asociada presión selectiva que puede derivar en 
convergencia prematura. 

 
La figura 6 muestra la idea de los operadores de 

cruce con múltiples descendientes. Es este caso, a 
partir de dos padres, se aplican cuatro operadores, 
generando cada uno de ellos dos descendientes de 
los cuales, finalmente, se seleccionarán los dos 
mejores. 
 

 
 

Fig. 6. Múltiples descendientes 
 
 
Utilizando estos modelos, el operador de cruce 

puede verse como un método de búsqueda local. 
Una vez que el AGCR ha encontrado zonas 
prometedoras del espacio de búsqueda, busca solo 
sobre una pequeña porción del vecindario alrededor 
de cada punto del espacio, con lo que se  realizan 
múltiples exploraciones sobre puntos individuales 
en paralelo sobre sucesivas generaciones de una 
población. Esta estrategia denominada “muchos 
puntos pocos vecinos”, contrasta con la ascensión de 
colinas que potencialmente enfoca el esfuerzo sobre 
una gran fracción del vecindario de un punto pero 
solo alrededor de un punto cada vez. Esta última 
estrategia se denomina “pocos puntos muchos 
vecinos” [29].  

Los métodos de múltiples descendientes llevan a 
cabo una búsqueda local sobre el vecindario de los 
padres que participan en el cruce, con lo que el 
operador de cruce constituye un método de 
búsqueda local ya que produce hijos alrededor de 
los padres. Con la estrategia muchos puntos pocos 
vecinos, la búsqueda se hace más dispersa en cuanto 
a las zonas en las que se realiza la búsqueda, con 
poca profundidad en cada cromosoma padre. Con el 
paso de las generaciones, el AGCR pierde 
diversidad debido a la presión selectiva. Bajo esta 
circunstancia, la naturaleza adaptativa de los OCEs 
(pueden generar descendientes adaptativamente de 
acuerdo a la distribución de los padres sin ningún 
parámetro adaptativo) permite la creación de hijos 
distribuidos densamente alrededor de los padres, 
induciendo una efectiva búsqueda local. 

 
Una de las primeras versiones de operadores de 

cruce con múltiples descendientes fue propuesta por 
Tackett [36], dentro del campo de la programación 
genética, con la idea de evitar el efecto destructivo 
del cruce. Intentó modelar el hecho de que muchas 
especies animales producen muchos más hijos de 
los que realmente tienen esperanzas de sobrevivir, 
de tal forma que el exceso de hijos muere. Es una 
forma efectiva de eliminar selectivamente los 
resultados de un mal cruce.  

 
En general, el uso de múltiples descendientes 

promueve la idea de que explorando más 
combinaciones de una operación individual de 
cruce, hay más oportunidades de éxito, incluso 
aunque la evaluación sea menos eficiente, 
incrementándose la diversidad y efectividad del 
cruce. La potencia de este método reside en el hecho 
de que el cruce estándar elige los puntos de cruce de 
manera totalmente aleatoria, mientras que con 
múltiples descendientes se elige el mejor de un gran 
conjunto de tales recombinaciones aleatorias: Esto 
incrementa la probabilidad de que los hijos 
producidos mejoren a sus padres. 

 

C. Operadores de cruce híbridos 
Una idea interesante en el desarrollo de 

operadores de cruce consiste en la aplicación 
simultánea de diversos operadores sobre la 
población. De hecho, existen diversos estudios 
dirigidos al estudio de la sinergia producida por la 
combinación de distintos operadores [6, 19, 24, 25, 
26, 35, 40]. Su objetivo era investigar cuando una 
combinación de operadores de cruce es mejor que el 
mejor de los operadores que la componen.  

 
Se han realizado distintos intentos para encontrar 

la sinergia entre operadores de cruce:  
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1. Operadores de cruce híbridos. Estos 
operadores utilizan distintas clases de operadores 
de cruce para producir diversos hijos de los 
mismos padres. Por ejemplo, en [17], se presenta 
un híbrido que genera cuatro hijos por cada par 
de padres, aplicando dos operadores explorativos 
y dos explotativos. Los dos hijos más 
prometedores sustituyen a los padres en la 
población.  
 
2.  AGs distribuidos heterogéneos.  En  [19], un 
AGCR mantiene, en paralelo, muchas 
subpoblaciones que son procesadas por AGs 
independientes que aplican diferentes operadores 
de cruce. Otros AGs distribuidos que hacen 
distinciones entre las subpoblaciones mediante la 
aplicación de diferentes operadores de cruce 
pueden encontrarse en [34] y [12]. 
 
3. Operadores de cruce adaptativos por 
probabilidad. Se dispone de un conjunto de 
operadores de cruce, cada uno de los cuales tiene 
una probabilidad de ser usado. Cada vez que se 
va a realizar el cruce, se selecciona un operador 
probabilísticamente. Además, un proceso 
adaptativo dinámico ajusta las probabilidades 
durante el proceso.  Por ejemplo, en [6] y [27], 
los operadores que causan la generación de los 
mejores cromosomas tienen una mayor 
probabilidad, mientras que los operadores que 
generan hijos peores que los padres se usan 
menos frecuentemente. En [16], un AGCR aplica 
dos operadores de cruce diferentes, uno con 
propiedades de exploración y el otro de 
exploración. Un parámetro define la frecuencia 
de aplicación del operador explotativo. Cada 
cinco generaciones, un controlador lógico difuso 
evalúa dos medidas de diversidad de la población 
para ajustar este parámetro.  
 

III. OPERADORES DE CRUCE HÍBRIDOS CON 
MÚLTIPLES DESCENDIENTES 

D. OCEs Híbridos 
Dado que, en AGCRs, los niveles de varianza en 

la población y por tanto de diversidad difieren del 
uso de unos operadores de cruce a otros, puede ser 
interesante combinar distintos operadores que 
aporten características complementarias en un 
intento de conseguir dicho objetivo. Los operadores 
de cruce híbridos combinan distintos operadores y 
facilitan el estudio de la sinergia entre dichos 
operadores.  

 
Los operadores de cruce pertenecientes al grupo 

de OCEs de la taxonomía proporcionan diferentes 
estilos de búsqueda, de forma que la combinación 
de diferentes OCEs nos permite generar grupos de 

dos descendientes con una distribución de 
probabilidad diferente para crear los genes de los 
hijos en zonas restringidas del espacio de búsqueda 
alrededor de las regiones marcadas por los genes de 
los padres. Con  SBX, FR y PNX cada gen del hijo 
se genera en el vecindario del correspondiente gen 
de uno de los padres. En cambio, BLX no muestra 
esta clara preferencia hacia zonas cercanas a los 
padres. Al combinar estos operadores se consigue 
una mayor diversidad. 

 
Con la generación de múltiples descendientes se 

consigue un incremento de la diversidad ya que hace 
posible una mayor exploración del espacio de 
búsqueda. Sin embargo, este aumento del número de 
descendientes conlleva la utilización de algún 
mecanismo de selección que determine cuales de 
esos descendientes pasarán a formar parte de la 
nueva población.  Este mecanismo de selección 
lleva asociada presión selectiva que puede provocar 
una rápida convergencia que perjudique a la 
diversidad. 

 
En [31] se presentan diversos modelos de OCEs 

híbridos. Estos operadores generan múltiples 
descendientes (seis y ocho) para cada par de padres 
aplicando un OCE distinto para cada par de 
descendientes. Finalmente se seleccionan los dos 
mejores para formar parte de la nueva población. Se 
realizaron diversas combinaciones entre OCEs 
utilizando valores de parámetros que en trabajos 
previos habían alcanzado buenos resultados. Cinco 
de estas combinaciones consideraban valores de los 
parámetros con alta diversidad. De ellas, el primer 
operador generaba ocho descendientes, utilizando 
los cuatro OCEs, mientras que los otros cuatro 
operadores generaban seis hijos, aplicando todas las 
posibles combinaciones entre los cuatro OCEs. El 
sexto operador generaba seis hijos utilizando tres 
operadores con parámetros que ofrecen menor 
diversidad.  

 
Se utilizaron cuatro tests no paramétricos, 

Bonferroni-Dunn, Friedman, Holm y Wilcoxon,  
para realizar un análisis estadístico de los resultados 
de los diferentes operadores [11, 23, 33]. 

 
Los resultados de los experimentos, tras la 

aplicación de los tests, pusieron de manifiesto que el 
operador que presenta un mejor comportamiento es 
el operador que genera ocho descendientes 
utilizando los cuatro OCEs: 2BLX0.5-2FR0.5-
2PNX3-2SBX0.01. 

 

E. 2BLX0.5-2FR0.5-2PNX3-2SBX0.01 
 

El operador 2BLX0.5-2FR0.5-2PNX3-
2SBX0.01, genera ocho descendientes por cada par 
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de padres, aplicando un OCE diferente para cada par 
de hijos. Los dos mejores descendientes sustituyen a 
los padres en la población.  En la Figura 7 se 
representa el funcionamiento de este operador. 

 
 

 
 

Fig. 7. Operador BLX0.5-FR0.5-PNX3-SBX0.01 
 
 
Este operador fue comparado con cada uno de 

los cuatro operadores clásicos que lo componen 
(BLX0.5, FR0.5, PNX3, SBX0.01) cuando generan 
dos descendientes, poniéndose de manifiesto que se 
produce sinergia entre los operadores que componen 
el operador híbrido, lo que hace que dicho operador 
ayude a mejorar el rendimiento de los AGCRs. Así, 
el operador híbrido reúne las propiedades necesarias 
en un operador de cruce efectivo, que son difíciles 
de conseguir con el uso de un operador de cruce 
clásico.  

 
También se comparó con los operadores que lo 

componen cuando éstos generan ocho 
descendientes, concluyéndose que cuando se  
generan múltiples descendientes, es interesante 
utilizar operadores híbridos que combinen las 
características de los operadores clásicos para 
mejorar su eficiencia.  

 

IV. ESTUDIO EXPERIMENTAL 
En esta sección se estudia el comportamiento del 

operador 2BLX0.5-2FR.05-2PNX3-2SBX0.01 con 
las funciones de prueba del CEC´05.  

 

Para ello en la primera subsección se muestran 
los experimentos realizados y en la segunda se 
realiza un análisis de los resultados obtenidos.  

F. Experimentación 
En todos los experimentos, en el AGCR 

generacional se utiliza mutación  no uniforme [18], 
con lo que la probabilidad de que un gen se mute 
disminuye según avanza la ejecución del algoritmo. 
De esta manera  los cambios producidos en los 
genes son menores en las últimas generaciones, 
produciendo un ajuste local.  El procedimiento de 
selección de la nueva población es el de ordenación 
lineal [1] asegurando la presencia del mejor 
individuo (elitismo) [10], y se ha utilizado el 
método de muestreo universal estocástico [2]. 

 
Hemos considerado el conjunto de 20 funciones 

de prueba (F6-F25) utilizadas en la sesión de 
optimización continua del CEC´05. De ellas, las 
siete primeras (F6-F12) son básicas, las dos 
siguientes (F13-F14) son expandidas, y las 11 
últimas son híbridas, mezclas entre algunas de las 
anteriores y otras funciones. 

 
Los parámetros utilizados para llevar a cabo los 

experimentos figuran en la Tabla I.   Los algoritmos 
se han realizado tanto con 10 como con 30 
dimensiones para cada función, ejecutándose 25 
veces, con valor de semilla distinto para el 
generador de números aleatorios.  

 
 

TABLA I  
PARÁMETROS DEL ALGORITMO GENÉTICO 

Tamaño de la población 61 
Probabilidad de cruce  0.6 
Probabilidad de mutación 
por cromosoma  

0.1 

Número de evaluaciones 100000 (D=10) 
300000 (D=30) 

 
 

G. Resultados 
En esta sección presentamos los resultados 

obtenidos por el operador 2BLX0.5-2FR.05-
2PNX3-2SBX0.01 con las funciones de prueba del 
CEC´05, tanto con dimensión 10 como con 
dimensión 30. Para ello, en la Tabla II, se muestran  
los valores de las medias del error obtenidos para las 
20 funciones de prueba propuestas., con dimensión 
10 y 100000 evaluaciones y con dimensión 30 y  
300000 evaluaciones. 

 
Se ha aplicado el test de Wilconson para realizar 

un análisis estadístico del modelo presentado frente 
a los tres propuestos para la sesión, G-CMA-ES, DE 
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y K-PCX, poniéndose de manifiesto que G-CMA-
ES gana al operador 2BLX0.5-2FR.05-2PNX3-
2SBX0.01 con un p-value de 0.062 para dimensión 
10 y con un p-value de 0.086 para dimensión 30. Sin 
embargo, en las dos dimensiones, 2BLX0.5-2FR.05-
2PNX3-2SBX0.01 iguala a DE y K-PCX.  

 
Se ha podido observar que en las funciones F6 y 

F7 presenta muy malos resultados en comparación 
con G-CMA-ES, por lo que se ha repetido el estudio 
estadístico eliminando estas dos funciones. Los 
resultados en este caso varían sustancialmente, ya 
que 2BLX0.5-2FR.05-2PNX3-2SBX0.01 empata 
con G-CMA-ES  y K-PCX en dimensión 10 y 30, y 
aunque en dimensión 10 también empata con DE, en 
dimensión 30 consigue ganarle con un p-value de 
0.068. 

 
Por último, también se ha realizado un estudio 

solo de las funciones híbridas F16-F25. En este 
caso, tanto para dimensión 10 como para dimensión 
30, 2BLX0.5-2FR.05-2PNX3-2SBX0.01 iguala a 
los tres modelos. 

 
 

TABLA II  
RESULTADOS EN DIMENSIÓN 10 Y 30 

 
Función Dimensión 10 Dimensión 30 

F6 5,30E+000 1,02E+002 
F7 1,27E+003 4,70E+003 
F8 2,00E+001 2,09E+001 
F9 1,99E-001 3,75E+000 

F10 5,64E+000 3,06E+001 
F11 1,68E+000 1,36E+001 
F12 3,08E+002 7,86E+003 
F13 2,24E-001 8,81E-001 
F14 2,52E+000 1,27E+001 
F15 2,73E+002 3,77E+002 
F16 9,97E+001 1,60E+002 
F17 1,01E+002 1,11E+002 
F18 9,00E+002 9,00E+002 
F19 9,00E+002 9,00E+002 
F20 9,00E+002 9,00E+002 
F21 8,24E+002 1,02E+003 
F22 7,60E+002 8,96E+002 
F23 8,20E+002 1,10E+003 
F24 2,10E+002 2,00E+002 
F25 1,53E+003 1,47E+003 

 
 

V. CONCLUSIONES 
 

El hecho de generar múltiples descendientes 
hace posible una mayor exploración del espacio de 
búsqueda lo que también influye en el aumento de la 
diversidad, que se ve equilibrado con la presión 

selectiva asociada al mecanismo de selección de los 
dos mejores descendientes. 

 
La combinación de diferentes OCEs con 

distintas distribuciones de probabilidad para crear 
los genes de los hijos, hace que se consiga una 
mayor diversidad, ya que se aportan características 
complementarias de los distintos operadores que 
forman parte del híbrido.  

 
El operador 2BLX0.5-2FR0.5-2PNX3-

2SBX0.01 presenta un buen comportamiento no 
solo con el conjunto inicial de funciones de prueba 
de estudios anteriores, sino también con las 
propuestas en la sesión de optimización continua del 
CEC´05, resultando competitivo frente a otros 
operadores de gran relevancia como por ejemplo G-
CMA-ES, sobre todo con al utilizar funciones 
complejas con una alta dimensión. 
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